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Visualisierung hochdimensionaler Daten:  
State-of-the-Art von nichtlinearen Methoden  

zur Dimensionsreduktion

Tobias Schmieg, Helmut Beckmann1

Abstract: In vielen Forschungsdisziplinen ist die Visualisierung von hochdimensionalen Daten ein 
wichtiger Schritt der Datenanalyse. Eine Möglichkeit solche Daten zu visualisieren ist durch nicht-
lineare Methoden zur Dimensionsreduktion. In dieser Arbeit wird durch eine umfangreiche Literatur-
analyse der State-of-the-Art von Methoden zur nichtlinearen Dimensionsreduktion ermittelt. Durch 
51 untersuchten Publikationen werden 21 verschiedene Methoden identifiziert, wobei acht dieser 
Methoden näher betrachtet werden. Die älteren sechs dieser acht Methoden können zwar gut die 
lokale Struktur von hoher Dimensionalität in zwei oder drei Dimensionen darstellen, doch nur t-SNE 
(t-Distributed Stochastic Neighbor Embedding) und UMAP (Uniform Manifold Approximation and 
Projection for Dimension Reduction) können sowohl die globale als auch die lokale Struktur gleich-
zeitig beibehalten. Diese acht näher betrachteten Methoden stellen den aktuellen State-of-the-Art dar. 

Keywords: nichtlineare Dimensionsreduktion, hochdimensionale Daten, State-of-the-Art, t-SNE, 
UMAP

1 Einleitung

Eine der vielfältigsten Techniken zur Visualisierung von Daten sind Scatterplots oder auch 
Streudiagramme genannt. Hierdurch können paarweise Korrelationen zwischen Dimen-
sionen visualisiert werden. Diese Visualisierungstechnik kann, ebenfalls wie andere Tech-
niken, höchstens dreidimensionale Daten darstellen. Durch eine paarweise Darstellung 
können zwar noch Korrelationen in Datensätzen mit mehr als drei Dimensionen untersucht 
werden. Jedoch werden dadurch auch nur die Zusammenhänge zwischen Dimensionen 
sichtbar, welche auch direkt in einer Visualisierung verglichen werden. Zusammenhänge 
über mehrere Dimensionen hinweg sind nur schwer zu erkennen [Ng20]. 

Jedoch ergeben sich immer mehr Anwendungsfälle, bei denen die Visualisierung hochdi-
mensionaler Daten eine essenzielle Rolle spielt. Verschiedene Disziplinen, sowohl wissen-
schaftlich als auch in der Wirtschaft, nutzten Visualisierungen hochdimensionaler Daten,  
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um erste Erkenntnisse aus diesen zu ziehen. Diese sind unter anderem der medizinische 
Bereich, die Biowissenschaft oder auch die Analyse sozialer Netzwerke [Ha21]. So kom-
men Zellkerne, welche für die Brustkrebsforschung relevant sind, auf ca. 30 Variablen. Bei 
der Bildverarbeitung oder der Umgang mit Wort-Vektoren für Dokumentenverarbeitung 
kann die Anzahl der Dimensionen vierstellig oder mehr werden[vH08]. Daraus ergibt sich 
das Problem, dass nur eine gewisse Anzahl an unabhängigen Dimensionen gleichzeitig 
dargestellt werden kann [GS93].

Eine Lösung hierfür sind Methoden zur Dimensionsreduktion aus dem Fachgebiet des 
Machine Learning. Diese lassen sich in zwei Kategorien einordnen. Zum einen in linea-
re Methoden, welche versuchen, die Distanzen zwischen den Datenpunkten zu erhalten. 
Die wohl bekannteste Methode hierfür ist die Hauptkomponentenanalyse (Englisch: Prin-
cipal Component Analysis (PCA)). Auf der anderen Seite gibt es noch die nichtlinearen 
Methoden. Diese versuchen durch nichtlineare Distanzen oder durch lokale Abstände die 
mehrdimensionalen Daten in einer niedrigeren Dimension darzustellen [Ho33]. Jedoch 
unterscheiden sich hier die Ansätze stark im Vorgehen und in dem genauen Ziel der Di-
mensionsreduktion. Die Anwendungsgebiete sind interdisziplinär und nicht auf Machine 
Learning beschränkt. Daraus ergibt sich folgende Forschungsfrage:

Welche Methoden sind State-of-the-Art für nichtlineare Dimensionsreduktion von hoch-
dimensionalen Daten im Hinblick auf Datenvisualisierung?

Ziel dieser Forschungsarbeit soll es sein, den State-of-the-Art zu nichtlinearen Dimen-
sionsreduktionsmethoden (NLDR-Methoden) darzustellen. Zur Beantwortung dieser For-
schungsfrage werden in dieser Forschungsarbeit Publikationen untersucht, welche NLDR-
Methoden anwenden, um das eigene Forschungsziel zu erreichen, oder Publikationen, 
welche NLDR-Methoden näher betrachten bzw. sogar eigene Ansätze vorstellen. Hierfür 
werden die im Rahmen einer umfangreichen Literaturrecherche identifizierten Publika-
tionen auf die Nennung und Anwendung bzw. nähere Betrachtung von NLIDR-Methoden 
untersucht. Eine quantifizierte Darstellung der Untersuchungsergebnisse soll die Verbrei-
tung von NLDR-Methoden sowie die Entwicklung des Forschungsgebietes über den be-
trachteten Zeitraum aufzeigen. Zur Erreichung dieser Zielsetzung werden nachfolgend die 
nötigen theoretischen Grundlagen gelegt. Aufbauend wird die Methodik sowie das Vorge-
hen zur Quantifizierung der Vorkommnisse genauer erläutert, welche im darauffolgenden 
Kapitel auf Basis des zuvor definierten Schemas analysiert wird, um Aussagen über die 
identifizierten NLDR-Methoden abzuleiten. Eine entsprechende Ergebnisdarstellung stellt 
die Erkenntnisse dieser Forschung am Ende dieser Forschungsarbeit zusammen. Hieraus 
resultierende Besonderheiten werden dediziert vorgestellt und bieten die Grundlage für 
weitergehende Forschung.
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2 Dimensionsreduktion

Um einen Überblick über die theoretischen Grundlagen zu erhalten, wird der Begriff Dimen-
sionsreduktion explizit dargestellt und erläutert. Die Nutzung von Dimensionsreduktion hat 
viele Anwendungsgebiete, darunter die Visualisierung hochdimensionaler Daten. Über die letz-
ten Jahrzehnte kamen viele Techniken zur Visualisierung hochdimensionaler Daten auf. Doch 
viele dieser versuchten, lediglich mehr als zwei Dimensionen darzustellen. Die Interpretation 
wurde dem Nutzer der Visualisierung überlassen, was den eigentlichen Mehrwert in Frage stellt 
[vH08]. Deshalb besteht eine hohe Relevanz der Dimensionsreduktion für die Visualisierung 
hochdimensionaler Daten. Methoden hierfür lassen sich unter anderem in lineare und nicht-
lineare Methoden einteilen [LV07]. Bei PCA als vermutlich bekanntestes Beispiel der linearen 
Dimensionsreduktion, wird durch die Linearkombination von Variablen eines Datensatzes ver-
sucht möglichst viel Varianz in wenigen Dimensionen zu erhalten [Hu20] [Ha21]. Nichtlinea-
re Methoden nutzen zu diesem Zweck nichtlineare Distanzmetriken oder die lokale Struktur 
zwischen Datenpunkten. So versucht Locally-Linear Embedding (LLE) [RS00] die Nachbar-
datenpunkte des hochdimensionalen Raumes ebenfalls als Nachbarn im niedrigdimensionalen 
Raum darzustellen. Andere Methoden wie Stochastic Neighbor Embedding (SNE) und darauf 
aufbauende Methoden, nutzen Wahrscheinlichkeiten, um die Abstände zwischen Datenpunkten 
darzustellen [Ha21]. Auch die Methoden t-SNE (t-Distributed Stochastic Neighbor Embed-
ding) (welche eine der auf SNE aufbauende Methoden ist) und UMAP (Uniform Manifold Ap-
proximation and Projection for Dimension Reduction) nutzen für die Berechnung von Abstän-
den Wahrscheinlichkeiten. Jedoch liegt bei diesen Methoden nicht nur die lokale Struktur von 
Datenpunkten im Fokus, sondern auch die globale Struktur des Datensatzes [vH08] [MHM18].

3 Methodik zur Literaturanalyse

Für das Vorgehen zur Beantwortung der Forschungsfrage wird eine umfangreiche Lite-
raturanalyse gewählt. Nach Fettke [Fe06] wird eine fünfstufige Literaturanalyse durch-
geführt, welche durch die Vorwärts- und Rückwärtssuche und das Erstellen einer Konzept-
matrix nach Webster und Watson [WW02] ergänzt wird. 

Im Verlaufe dieser Forschungsarbeit werden die NLDR-Methoden herausgearbeitet. Dabei 
wird unterschieden, ob eine Methode nur genannt oder näher betrachtet wird. Betrachtet 
bedeutet dabei, dass die Funktionsweise oder Vor- und Nachteile der Methode beleuchtet 
werden oder die Methode angewendet wird. Außerdem wird bei der Untersuchung der Pri-
märliteratur einer Methode, die Klassifizierung jener Methode in der Analyse nicht mit ein-
bezogen, um eine dadurch entstehende Unschärfe zu vermeiden. Dies führt dazu, dass in der 
Konzeptmatrix (Abb. 1) pro Methode eine Klassifizierung Betrachtet häufiger vorzufinden 
ist, als in den folgenden Analysen. Die genaue Klassifizierung findet unter der Einschätzung 
der Autoren in Einbezug der oben genannten Punkte statt. Um die relevanten Methoden im 
Voraus zu filtern, werden Methoden, welche nur ein Vorkommnis aufweisen, nicht weiterver-
folgt. Anschließend werden die Ergebnisse der Literaturanalyse in Form einer Konzeptmatrix 
untersucht, um die Forschungsfrage zu beantworten und den State-of-the-Art darzustellen. 
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4 Ergebnisse

Folgend werden die Ergebnisse der Literaturanalyse dargestellt. Mithilfe des Python-Visu-
alisierungsframework matplotlib wird die Konzeptmatrix quantitativ aufbereitet. 

Abb. 1: Konzeptmatrix (eigene Darstellung)
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Abb. 1 stellt die Konzeptmatrix dar, welche den Kern der Ergebnisse dieser Forschungs-
arbeit widerspiegelt. Zur Visualisierung der Vorkommnisse wird eine abgewandelte Form 
von Harvey-Balls verwendet. Die dreistufige Klassifizierung der Vorkommnisse innerhalb 
einer Publikation wird durch eine weiße Kugel für keine Nennung (Nichts), grau für Nen-
nung (Nennung) und schwarz für Betrachtung (Betrachtet) wiedergegeben. Insgesamt wer-
den 21 Methoden für die weitere Analyse miteinbezogen. 

4.1 NLDR-Methoden

In Abbildung 2 werden die identifizierten NLDR-Methoden nach dem Veröffentlichungs-
jahr der dazugehörigen Primärquelle dargestellt. Im Durchschnitt hat eine NLDR-Methode 
ca. zehn Vorkommnisse. Auffälligkeiten zwischen den verschiedenen Methoden im Zu-
sammenhang mit der Klassifizierung von genannt und betrachtet kann nicht festgestellt 
werden. Die Self-Organizing Map (SOM) [Ko90] ist mit dem Veröffentlichungsjahr 1990 
die älteste und UMAP [MHM18] mit 2018 die jüngste NLDR-Methode. Trotz des Zeit-
raums von 28 Jahren machen die Veröffentlichungen im Zeitraum von 2000 bis 2004 
(Isometric Mapping (ISOMAP) [TdL00], LLE [RS00], Mulitdimensional Scaling (MDS) 
[Le00], Laplacian Eigenmaps (LE) [BN01], SNE [HR02], Hessian LLE (HLLE) [DG03] 
und Local Tangent Space Alignment (LTSA) [ZZ04]) 63 % der Vorkommnisse aus. 

 
 

Abb. 2: Vorkommnisse der NLDR-Methoden (eigene Darstellung) 

Zwar wurden einige Publikation der Datengrundlage in den Jahren direkt nach dem eben 
genannten Zeitraum veröffentlicht, trotzdem erschien ein Großteil ab 2017, wie in Abbil-
dung 3 kenntlich wird. 
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Abb. 3: Publikationen nach Veröffentlichungsjahr (eigene Darstellung) 

Die nähere Betrachtung von NLDR-Methoden beschränkt sich deshalb im Folgenden auf 
ISOMAP, LLE, MDS, LE, HLLE, LTSA, t-SNE und UMAP. Bis auf UMAP weisen diese 
Methoden mindestens zehn Vorkommnisse auf. Da UMAP die jüngste Methode ist, kann 
für diese trotz lediglich sieben Vorkommnissen genügend Relevanz zur weiteren Betrach-
tung vorausgesetzt werden. 

4.2 Nähere Betrachtung

Die acht NLDR-Methoden, welche für die weitere Betrachtung ausgewählt werden, ma-
chen 70 % der Vorkommnisse aus. Diese werden in Abbildung 4 dargestellt. In neueren Pu-
blikationen, wie die Primärliteratur zu t-SNE oder UMAP werden unter anderem ISOMAP 
und LE angewendet und entsprechend mit t-SNE und UMAP verglichen. Hier zeigt sich, 
dass ISOMAP, LE und weitere exemplarische Methoden nur schwer sowohl die lokale 
als auch die globale Struktur von Datensätzen gleichzeitig wiedergeben können. Weiter-
hin performen zwar alle angewendeten Methoden relativ gut auf künstlichen Datensätzen, 
jedoch bei realen Datensätzen wie MNIST zeigt sich die Schwäche der älteren Methoden 
[vH08], [MHM18]. Auch sind zu große Datensätze zum Teil ein limitierender Faktor für 
die älteren Methoden [MHM18]. Da sich LLE ebenfalls auf die direkten Nachbarn eines 
Datenpunktes fokussiert, hat diese Methode ähnliche Nachteile [RS00]. Zwar bietet HLLE 
Vorteile gegenüber LLE und anderen vorherigen NLDR-Methoden, trotzdem gilt es als 
robustere Variante der LEE Methode [DG03]. LTSA wendet Tangentenräume in der Nach-
barschaft eines Datenpunktes an, um die lokale Geometrie darzustellen. Durch diese Tan-
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gentenräume wird anschließend das globale Koordinatensystem konstruiert [ZZ04]. Doch 
auch hier liegt der Fokus auf den lokalen Nachbarschaften der Datenpunkte. Aussagen zu 
MDS sind schwer zu treffen, da das klassische MDS zwar eine lineare Methode ist, diese 
aber auch oft als Synonym für nichtlineare Abwandlungen wie beispielsweise local MDS 
genutzt wird. 

 
 

Abb. 4: Vorkommnisse der näher betrachteten NLDR-Methoden (eigene Darstellung) 

In den Primärquellen zu t-SNE und UMAP wird bereits ein anderer Anspruch an die Visu-
alisierungen, als die vorher diskutierten NLDR-Methoden deutlich. Während die globale 
Struktur der Datenpunkte in einer Visualisierung der Methoden ISOMAP, LLE, LE, HLLE 
und LTSA höchstens nebensächlich erwähnt wird, so wird dies bei t-SNE und UMAP 
neben der lokalen Struktur als klare Anforderung gestellt [vH08], [MHM18]. T-SNE 
basiert auf SNE, welches ebenfalls sechs Vorkommnisse aufzuweisen hat. Sowohl t-SNE 
als auch SNE geben die euklidischen Distanzen durch Wahrscheinlichkeiten wieder, um 
die Ähnlichkeiten zwischen Datenpunkten im niedrigdimensionalen Raum darzustellen. 
Jedoch nutzt t-SNE hierfür die studentische t-Verteilung, anstatt die Gauß-Verteilung. Au-
ßerdem wird für t-SNE eine effizientere Kostenfunktion angewendet, welche auch bei der 
Abwandlung Symmetric SNE genutzt wird. UMAP funktioniert im Kern relativ ähnlich 
zu t-SNE, jedoch konstruiert UMAP im hochdimensionalen Raum eine Repräsentation, 
welche genutzt wird, um die Repräsentation im niedrigdimensionalen Raum zu optimieren 
[MHM18].
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4.3 Fazit

Es existiert eine Vielzahl an NLDR-Methoden. In dieser Arbeit wurden durch eine um-
fangreiche Literaturanalyse acht relevante Methoden identifiziert. Um Visualisierung von 
hochdimensionalen Daten zu erstellen, welche sowohl die lokale als auch die globale 
Struktur möglichst beibehalten, wird die Auswahl weiter eingeschränkt. Besteht nämlich 
solche Anforderung, so können von diesen acht Methoden lediglich t-SNE und UMAP 
diese im größeren Rahmen treffen. Zwar können t-SNE und vor allem UMAP nicht so viele 
Vorkommnisse in der Konzeptmatrix aufweisen, wie andere Methoden, jedoch kann hier 
das spätere Veröffentlichungsjahr als Hauptgrund angeführt werden. 

5 Diskussion und Ausblick

Als Ergebnis dieser Forschungsarbeit können acht NLDR-Methoden genannt werden. Die-
se können die meisten Vorkommnisse im Untersuchungsgegenstand aufweisen. Jedoch ist 
hier anzumerken, dass die Vorkommnisse nicht direkt in Relevanz für den State-of-the-Art 
für NLDR-Methoden übertragen werden können. Weiterhin ist die Aussagekraft der Ergeb-
nisse durch die Anzahl der untersuchten Publikationen von 51 Stück ebenfalls begrenzt. 
Zusätzlich haben ältere Methoden mehr Zeit gehabt Beachtung bei den Anwendern zu fin-
den, während eventuelle besser performende Methoden nicht unbedingt schon die nötige 
Bekanntheit erreicht haben. Auf der anderen Seite konnte keine genauere Betrachtung der 
Methoden unter der Berücksichtigung verschiedener Anforderungen durchgeführt werden. 
So spielt es eine Rolle, ob eher die globale oder lokale Struktur für einen Anwendungsfall 
wichtig ist. Ebenso wurde die Performance im Hinblick auf Rechenzeit und -speicher nicht 
berücksichtigt. Auch die Datengröße und Anzahl von Dimensionen kann unterschiedliche 
Auswirkungen auf die Performance der verschiedenen Methoden haben. Zuletzt kommt 
noch hinzu, dass das Veröffentlichungsdatum der Primärquellen der Methoden nicht mit 
der Veröffentlichung der eigentlichen Methode übereinstimmen muss. Trotzdem können 
die Ergebnisse als Anhaltspunkt für den State-of-the-Art von NLDR-Methoden weiterver-
wendet werden. 

Weiterführende Forschungsarbeiten könnten die acht NLDR-Methoden der Abb. 4 näher 
betrachten, um klare Aussagen über die Performance der Methoden treffen zu können. 
Außerdem könnte ein klares Kriteriumsraster oder Key-Performance-Indicator festgelegt 
werden, mit denen eine Evaluierung möglich ist. Weiterhin wäre interessant, inwieweit die 
älteren Methoden noch Relevanz aufweisen durch beispielsweise einfachere Implementie-
rung oder Ähnliches. 

Visualisierung hochdimensionaler Daten
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