
 

基于可解释深度卷积网络的空时自适应处理方法
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摘要：在实际应用中，空时自适应处理(STAP)算法的性能受限于足够多独立同分布(IID)样本的获取。然而，目

前可有效减少IID样本需求的算法仍面临一些问题。针对这些问题，该文融合数据驱动和模型驱动思想，构建了

具有明确数学含义的多模块深度卷积神经网络(MDCNN)，实现了小样本条件下对杂波协方差矩阵快速、准确、

稳定估计。所构建MDCNN网络由映射模块、数据模块、先验模块和超参数模块组成。其中，前后端映射模块分

别对应数据的预处理和后处理；单组数据模块和先验模块共同完成一次迭代优化，网络主体由多组数据模块和先

验模块构成，可实现多次等效迭代优化；超参数模块则用来调整等效迭代中可训练参数。上述子模块均具有明确

数学表述和物理含义，因此所构造网络具有良好的可解释性。实测数据处理结果表明，在实际非均匀杂波环境下

该文所提方法杂波抑制性能优于现有典型小样本STAP方法，且运算时间较后者大幅降低。
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Abstract: In practical settings, the efficacy of Space-Time Adaptive Processing (STAP) algorithms relies on

acquiring sufficient Independent Identically Distributed (IID) samples. However, sparse recovery STAP method

encounters challenges like model parameter dependence and high computational complexity. Furthermore,

current deep learning STAP methods lack interpretability, posing significant hurdles in debugging and practical

applications for the network. In response to these challenges, this paper introduces an innovative method: a

Multi-module Deep Convolutional Neural Network (MDCNN). This network blends data- and model-driven

techniques to precisely estimate clutter covariance matrices, particularly in scenarios where training samples are

limited. MDCNN is built based on four key modules: mapping, data, priori and hyperparameter modules. The

front- and back-end mapping modules manage the pre- and post-processing of data, respectively. During each
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equivalent iteration, a group of data and priori modules collaborate. The core network is formed by multiple

groups of these two modules, enabling multiple equivalent iterative optimizations. Further, the hyperparameter

module adjusts the trainable parameters in equivalent iterations. These modules are developed with precise

mathematical expressions and practical interpretations, remarkably improving the network’s interpretability.

Performance evaluation using real data demonstrates that our proposed method slightly outperforms existing

small-sample STAP methods in nonhomogeneous clutter environments while significantly reducing

computational time.

Key words: Multi-module Deep Convolutional Neural Network (MDCNN); Space-Time Adaptive Processing

(STAP); Sparse recovery; Nonhomogeneous clutter; Clutter suppression

 

1    引言

机载雷达具备部署快速、视距广等优势，能高

效完成预警、探测、监控等任务，在现代战场中扮

演着重要角色。然而，当机载雷达处于下视工作状

态时，杂波分布广且强度大，严重影响了雷达目标

检测能力[1,2]。空时自适应处理(Space-Time Adapt-
ive Processing, STAP)技术通过阵元(波束)-脉冲

(多普勒)二维联合自适应处理，能有效抑制具有空

时耦合特性的强地/海杂波并实现目标相参积累，

因此是当前运动平台雷达杂波抑制和目标检测的关

键技术之一[3]。STAP技术的自适应依赖于对当前

待处理单元杂波协方差矩阵(Clutter Covariance
Matrix, CCM)的实时、准确感知。然而，在实际

应用中，准确CCM难以获取，需利用充足独立同

分布(Independent Identically Distributed, IID)训
练样本经最大似然估计得到。依据RMB准则[4]，为

保证由CCM估计误差引起的杂波抑制性能损失在

3 dB以内，至少需要两倍于系统自由度的IID训练

样本。

在实际应用中，可用均匀训练样本严重短缺，

进而引起STAP性能急剧下降[5]。降维STAP可同时

实现样本需求和运算量降低[6,7]，但其样本需求仍较

为可观，在杂波非均匀较为严重的区域处理性能仍

待进一步提升。知识辅助类STAP方法利用先验知

识构建CCM[8,9]，对待检测单元杂波数据进行预白

化处理，可显著降低均匀训练样本需求，但性能受

先验信息的准确性影响较大且先验知识置信度较难

确定。稀疏恢复(Sparse Recovery, SR) STAP类方

法将空时谱超分辨问题建模为逆问题[10−13]，通过稀

疏恢复优化算法实现对高分辨杂波空时谱系数的求

解，最终可实现在极少训练样本条件下高性能空时

滤波处理。然而，由于优化算法需多次迭代求解，

运算量极大，因此CCM估计效率较低，与其实时

获取需求相悖；同时，该类方法还需建立显式观测

模型，因此存在模型误差补偿能力弱、复杂场景下

稳健性差等问题。为解决上述问题，近年来部分学

者提出了深度学习STAP方法[14−16]，利用网络训练

去探索观测数据与超分辨空时谱间复杂的非线性关

系，从而实现有限训练样本到CCM的高精度重

构。然而，上述基于数据驱动的STAP方法缺乏理

论支撑导致网络可解释性较差，在解决实际问题时

存在可信度差和稳定性低等问题[17]。

为增强网络可解释性，一些学者将模型驱动与

数据驱动相结合，提出了基于模型的深度学习方

法[18−24]，并在图像超分辨和信号处理等领域取得了

一定的成效。其中，文献[23]将交替方向乘子(Alterna-

ting Direction Method of Multipliers, ADMM)方

法展开为神经网络，可同时实现最优迭代参数和超

分辨空时谱的估计。然而，由于ADMM算法迭代

次数较多，导致其对应网络结构相对复杂，因此运

算时间较典型稀疏恢复STAP方法的改善不够显著。

针对该问题，本文利用半二次分裂(Half Quadratic

Splitting, HQS)算法将稀疏优化问题分解为两个可

迭代优化的子问题[21]，并围绕上述问题求解构建结

构简单的模块化神经网络，从而实现具有可解释性

且高效的深度学习空时谱超分辨重构。所构建的多

模块深度卷积神经网络(Multi-module Deep Con-

volutional Neural Network, MDCNN)主要由映射

模块、数据模块、先验模块和超参数模块构成，各

模块分别实现数据预/后处理、辅助变量求解、先

验信息更新以及超参数优化功能，且均与确定数学

表达式对应，因此具有较好的网络可解释性。网络

输入为由小快拍数据估计的傅里叶谱，输出为待检

测数据的最小方差无失真响应(Minimum Variance

Distortionless Response, MVDR)谱。一旦神经网

络训练完成，我们便能利用网络输出的高分辨空时

谱重构CCM，进而获取空时二维滤波器对应的权

矢量完成杂波抑制。所提方法在训练和测试过程中

都具有较高的可控性，且仅使用较少组网络模块求

解多次迭代优化问题，显著提升了算法的稳定性和

运算效率。最后，本文对美国罗马空军实验室采集

的多通道机载雷达测量(Multi-Channel Airborne
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Radar Measurements, MCARM)数据进行了处理[25]，

结果表明所提方法在实际非均匀杂波环境下性能略

优于稀疏贝叶斯学习(Sparse Bayesian Learning,

SBL) STAP方法，且在线运算量减少约5个量级。 

2    信号模型

λ fr

θc R0

θ φ ψ

假定搭载雷达的运动平台在海拔H处以速度v
匀速飞行。考虑N阵元均匀线阵，阵元间隔为d，
雷达发射波长为 ，脉冲重复频率为 ，一个相干

处理间隔内发射K个脉冲。图1给出了雷达阵列与

地面的几何关系。如图1所示，阵列轴向与坐标系y轴
平行，运动平台的飞行方向与阵列轴向夹角为偏航

角 ，雷达到杂波块的斜距为 ，波束指向对应的

方位角、俯仰角和空间锥角分别用 ,  和  表示。

Nc

不考虑距离模糊的情况下，将等距离环内杂波

均匀划分为 个杂波块，则机载雷达接收的杂波

信号可以表述为

xc =

Nc∑
i=1

βi (st,i ⊗ ss,i) =

Nc∑
i=1

βis (ψi, fD,i) (1)

βi ψi fD,i

fD,i = 2v cosψi/

(λfr) s (ψi, fD,i) = st,i ⊗ ss,i ∈ CNK×1

⊗
st,i ss,i

其中， ,  和 分别对应第i个杂波块的复幅

度、空间锥角和归一化多普勒频率，

。 是对应的空

时二维导向矢量，其中， 表示Kronecker乘积，

,  分别表示时域和空域导向矢量，表示如下：

st,i =
[
1, ej4πv cos(θ+θc) cosφ/(λfr), ...,

ej4πv(K−1) cos(θ+θc) cosφ/(λfr)
]T

∈ CK×1 (2)

ss,i =
[
1, ej2πd cos θ cosφ/λ, ..., ej2π(N−1)d cos θ cosφ/λ

]T
∈ CN×1 (3)

(·)T其中， 表示矩阵转置运算。相应的CCM可以用

式(4)表示：

Rc = E
[
xcx

H
c

]
(4)

(·)H E[·]其中， 和 分别表示矩阵共轭转置操作和求

数学期望。

在CCM确知情况下，使输出信杂噪比(Signal
to Clutter and Noise Ratio, SCNR)最大的空时二

维滤波器权矢量为

w =
R−1s (ψt, fD,t)

s(ψt, fD,t)
H
R−1s (ψt, fD,t)

(5)

(·)−1
s (ψt, fD,t)

R = Rc + σ2INK

σ2 INK

其中， 表示矩阵求逆操作， 为目标

来向对应空时二维导向矢量； 为

考虑对角加载的CCM， 是噪声方差， 是NK
阶单位矩阵。在实际应用场景下，难以获取准确的

CCM，通常用多个训练样本经最大似然估计得到其

近似值，该方法被称为采样协方差矩阵求逆(Sample
Matrix Inversion, SMI)方法，其数学表达为

R̂ =
1

L

L∑
l=1

xlx
H
l (6)

xl

L ≥ 2NK

其中， 是第l个距离单元回波数据，L为最大似然

估计所使用的训练样本数。根据RMB准则[4]，若要

保证SMI算法较最优STAP算法的SCNR损失不大

于3 dB，则需要满足 。在实际非均匀杂

波环境下，能够获取的IID样本数往往难以满足上

述条件，而以SR STAP为代表的小样本STAP方法

能有效避免实际场景下样本数不足问题。

NS = ρSN

ND = ρDK ρS ≫ 1,

ρD ≫ 1

由式(1)可知，雷达回波信号可视为由多个不同

波束来向和不同多普勒频率的子信号累加而成，为

方便后续处理，常对空域和多普勒域进行离散化 。假

设空间频率和多普勒频率分别被离散化为

和 (通常要求离散化系数满足

)。同时，考虑阵元通道幅相(Gain/Phase, G/P)
误差对雷达接收信号的影响，则式(1)可改写为

x =

NSND∑
q=1

βqst ⊗ (e⊙ ss) + n (7)

⊙ e = [e1, e2, ..., eN ]T

σ2

其中， 表示Hadamard乘积，

为G/P误差矢量，n为零均值高斯白噪声，其噪声

方差为 ，且有

en = (1 + an)ejbn , n = 1, 2, ..., N (8)

an ∈ R bn ∈ R其中， 和 分别表示第n个阵元对应的

幅度误差和相位误差。为进一步描述杂波的稀疏特

性，记空时字典为

Φ = [s1, s2, ..., sNSND ] ∈ CNK×NSND (9)

并将每个空时网格的复包络按照空时字典对应顺序

排列，记为

 

杂波块

v

q
c

q j

y

z

y

x

O

H R
0

d

 
图 1 机载雷达阵列与地面几何关系

Fig. 1 Airborne radar viewing geometry
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γ = [β1, β2, ..., βNSND ]
T ∈ CNSND×1 (10)

同时，可将G/P误差信息表述为一个矩阵：

Γ = IK ⊗ diag∗ (e) ∈ CNK×NK (11)

diag∗(·)其中， 表示将一个向量转化为对角矩阵。

进而可由式(9)—式(11)推导出考虑G/P误差时的杂

波信号稀疏表示：

x =ΓΦγ+n (12)
 

3    MDCNN STAP方法
 

3.1  HQS算法

NS ×ND ≫ N ×K

为体现杂波稀疏特征，常以较大的离散化系数

划分方位-多普勒谱，即满足 。此

时空时字典不满秩，式(12)为欠定方程。依据SR理
论，求解该欠定方程可等效为

min
γ

∥x− ΓΦγ∥22, s.t.∥γ∥0 ≤ rS (13)

rS ∥·∥0 ∥·∥2
L0 L2

其中， 为杂波稀疏度， 和  分别表示向量

的 拟范数和 范数。由于实际杂波环境下存在

各种非理想因素，无法获取杂波稀疏度的准确估

计，难以直接解式(13)，常将其变化为

min
γ

1

2
∥x− ΓΦγ∥22 + λ∥γ∥0 (14)

λ

L0

L0

L1 L1

其中， 为依赖于模型先验知识的超参数，SR STAP
的整体算法性能将严重依赖该超参数的准确性。同

时，由于式(14)中存在 拟范数，这导致该优化问

题为NP难问题。为解决该问题，常将 拟范数松

弛为 范数进行求解。在此基础上，将 范数约

束转化为最大后验估计，可有效减少对先验知识的

依赖性并提高其鲁棒性[16]。基于最大后验估计视

角，并引入辅助变量z，可将式(14)改写为

argmin
γ

1

2σ2
∥x−Hγ∥2 + λΩ (z)

s.t. z = γ (15)

H =ΓΦ

Ω (z)

其中， 为考虑各种非理想因素影响的观测

矩阵， 是关于辅助变量的正则化项。式(15)的

迭代形式解为

zk = argmin
z

∥x−Hz∥2 + µσ2∥z − γk−1∥2 (16)

γk = argmin
γ

µ

2
∥zk − γ∥2 + λΩ (γ) (17)

µ Ω (γ) γ其中， 是正则化参数； 是关于约束 稀疏性

的正则化项，表征了杂波在空时谱上的稀疏先验信

息。式(16)和式(17)分别对应的优化方程式(15)中

的保真项和正则化项，交替迭代两个子优化问题至

收敛，便可得式(15)的解。同时，注意到式(16)为
Tikhonov正则化最小二乘问题，可直接给出解

析解：

zk =
(
HTH + µσ2I

)−1 (
HTx+ µσ2γk−1

)
=
(
HTH + µσ2I

)−1
HTx+

(
HTH + µσ2I

)−1

· µσ2γk−1

≈γF +αk · γk−1 (18)

γk−1

αk

由式(18)可以看出，该最小二乘解可分解为两

项。其中，前一项是与训练样本x相关的稀疏解(即
杂波在方位-多普勒域的稀疏谱)，但由于真实阵列

流形相关的H未知，因此我们采用x的傅里叶变换

(低分辨傅里叶谱)进行近似；后一项为基于上一次

迭代获取的稀疏系数 的加权更新，其加权系

数 为超参数模块对应第k个数据子模块的输出。

√
λ/µ

式(17)可从贝叶斯先验概率角度出发，描述为

一个噪声水平为 的高斯降噪器[22]：

γk = argmin
γ

1

2
(√

λ/µ
)2 ∥zk − γ∥2 +Ω (γ) (19)

已有工作证明，该类型降噪器问题可使用卷积

神经网络解决[18−22]。 

3.2  MDCNN网络结构及其数学表达

利用HQS算法，我们可将稀疏优化问题分解为

两个可迭代优化的子问题，并围绕上述问题求解构

建结构简单的模块化神经网络。下面，我们将进一

步介绍所构建的多模块神经网络。

M
D

P
H

α β

D P

基于HQS算法的迭代形式解，我们构建了一个

模块化的深度卷积神经网络。首先，利用少量训练

样本经傅里叶变换得到低分辨杂波空时谱；其次，

设计一个映射模块 对该傅里叶谱进行预处理；

然后，构建数据模块 求解式(16)中数据子优化问

题；继而，构建先验模块 求解式(17)中先验子优

化问题；最后构建超参数模块 实现两个子优化问

题中的参数调优，其中该模块中超参数 和 分别

用于解决数据模块 和先验模块 中的参数调优问

题。基于上述4个模块，我们构建了k阶MDCNN，
其网络框架的示意图如图2所示。

D P
I

如图2所示，数据模块 和先验模块 共同构

成一个等效迭代 ，MDCNN的阶数k即为网络中等

效迭代的次数。下面我们将分别介绍4个模块对应

的数学含义及其在网络中所实现的功能。

M(1) 映射模块 ：该模块主要完成输入低分辨

杂波空时谱的预处理。在以往的深度学习空时谱超
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分辨STAP算法中，通常将空时谱在输入端进行归

一化操作，以提升网络收敛性[14]。然而，这种操作

要求在网络处理后重新估计空时谱的真实幅度，增

加了计算负担，并将引入更多系统误差。同时，若

谱系数估计不准确，将严重影响后续重构CCM的

准确性，进而影响整体算法性能。为避免上述问

题，我们利用映射模块对网络的输入数据进行预处

理，以提高网络对谱系数的估计准确度。

在网络输入端，对sigmoid函数稍作调整，将

输入数据映射到一个较小的范围，其映射函数为

M (p) =
ma

1 + emblg(abs(p))
(20)

ma mb

其中，p是映射函数自变量，不具备实际物理意

义； 和 是两个可调节的缩放参数，可根据实

际数据分布进行调节，其本质目的是使数据压缩完

后处于(0,1)开区间。

M
M−1

M−1

在网络的输出端，设置与映射模块 对应的

反映射模块 便可以还原具有真实幅度的估计

空时谱，反映射模块 对应的函数为

M−1 (p) = 10
− 1

mb
ln
(

ma
p−1

)
(21)

D

Ik−1 Pk−1

Dk Dk

Ik Pk

(2) 数据模块 ：该模块用于计算数据子优化

问题的解析解，即实现式(18)的求解。在3.1节中，

我们将HQS算法的核心优化方程的求解转化为两个

子优化问题的循环迭代求解，而数据模块就是用于

处理其中的数据子优化问题。具体而言，前一个等

效迭代 中的先验模块 的输出将作为第k个
数据模块 的输入，而 的输出则会传递给本次

等效迭代 的先验模块 。数据模块将提取输入

数据中与上一阶先验模块输出存在差异性的有效特

征(主要由非理想因素导致)，然后与低分辨谱叠加

输出到先验模块。在不断迭代的过程中，数据中对

性能贡献度较高的有效特征会保留，而贡献度较低

的特征将不断弱化。需要说明的是，该模块没有待

训练参数，可直接用解析式表达，如式(18)。为方

便描述，可将数据模块表述为

zk = D (γF,γk−1,αk) (22)

γF

γ0 = γF

其中， 是原始数据的傅里叶谱经过映射模块后的

输出， 是第1次等效迭代的数据模块输入。

P

Dk

Pk

P√
λ/µ

(3) 先验模块 ：该模块用于解决式(19)中的

先验子优化问题。在数据模块提取空时谱特征后，

先验模块进一步将上述特征用于空时谱重构。先验

模块能有针对性地精细化重构具有不同非理想条件

和噪声水平的空时谱。随着等效迭代次数k的增

大，数据模块 抽取的有效特征得到强化，从而

先验模块 重构的空时谱也将更加准确。从贝叶

斯先验概率出发，可将先验模块 描述成一个噪声

水平为 的高斯降噪器：

γk = P (zk,βk) (23)

该降噪器可通过膨胀卷积神经网络来实现，因

膨胀卷积能在不增加实际卷积核大小的情况下扩大

感受野，从而可在不增加额外计算量的同时提升网

络性能。膨胀卷积神经网络的具体参数设置如图3
所示，网络的核心包含3个膨胀卷积层，其通道数

分别为32, 16和1。每个膨胀卷积层后面紧跟着一个

批归一化层和一个ReLU激活层。图3中，k表示二

维卷积核尺寸，d表示膨胀间隔。需要注意的是，

在最后一次等效迭代时，先验模块网络的最后一个

卷积层将直接连接到反映射模块，不会经过批归一

化和ReLU激活操作。

H

α β αk

(4) 超参数模块 ：该模块主要完成等效迭代

中涉及的超参数调优问题。超参数模块中设有两组

超参数 和 。其中， 解决数据模块涉及的一些
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图 2 MDCNN网络框架示意图

Fig. 2 The overview of MDCNN
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µkσ
2 βk√

λ/µk

A = [α1,α2, ...,αk] B = [β1,β2, ...,βk]

参数，例如 的调优问题； 解决先验模块涉

及的一些参数，例如 的调优问题。超参数模

块的输出可以视为多个element-wise滤波器，本身

不参与迭代，但是可以调控等效迭代的输出。由于

我们无法参数化表示数据中的非理想因素，因此该

模块直接采用数据的傅里叶谱作为输入，从中抽取

非理想因素对应特征调控网络。为方便描述，记

,  ，则超参数

模块可以表示为

[A,B] = H (γF) (24)

×

这里，我们采用多层卷积神经网络实现该模

块。该网络的输入层是包含64个通道的卷积层，其

隐藏层由4个普通卷积层组成，通道数分别为32,
16, 16和16。所有卷积层的卷积核为3 3。在每个

卷积层之后都紧跟着一个批归一化层和一个Leaky
ReLU激活层。 

3.3  数据集构造

Lr θc

Lr

Lr ∈ [1, 2, ..., Lr,max] Lr,max

θc θc ∈ [0, θc,max]

θc,max

an ∈ [0, σ2
e ] bn ∈ σ2

e [−π,π]
σ2
e σ2

e ∈ [0, σ2
e, max]

Lr,max θc,max σ2
e, max

本文使用仿真程序生成的训练数据集完成训

练。生成训练数据集时，考虑了不同地形地貌、不

同距离门 、不同偏航角 、不同G/P误差e和不

同杂波起伏情况，能有效模拟实际非均匀杂波条件

下的雷达回波数据。由于考虑因素较多，本文随机

生成数据集中的非理想因素以尽可能涵盖各类情

况。具体而言，训练集中考虑了海洋(5种海情)、
沙漠、农田、丘陵和山脉地形；距离门 设置为

，其中 为最大不模糊距离

对应距离门；偏航角 设置为 ，其中

为最大偏航角；G/P误差e以式(8)的形式给

出，具体参数为 ,   ，其中

 为G/P误差的方差且有  。实践中，

应根据实际应用场景调整上述各参数具体数值。本

文中，仿真采用具体的雷达系统参数如表1所示，

且 = 630,  = –7.3°,  = 0.05, N = 16,

K = 8。
G (X) X = [x1,本文构造谱估计器  获取训练样本

x2, ...,xL] ∈ CNK×L γ

R̂

对应的空时谱 。图4给出了

训练样本的具体选取方式，即在待检测单元两侧设

置若干保护单元，再选取保护单元外若干相邻距离

门数据作为训练样本。在测试阶段，首先采用少量

训练样本估计 ，并得到其傅里叶谱，该过程可表

述为

γF = G (X) = diag
(
LΦHR̂Φ

)
(25)

diag(·)
γF ∈ CNSND×1

γF ∈ CNS×ND

其中， 表示提取方阵中的主对角线元素构成

列矢量。随后，我们将 重排为矩阵形

式 作为训练集中的一组训练数据。该

训练数据对应的标签则为

γM = diag
(
1/
(
ΦHR−1Φ

))
(26)

γM ∈ CNS×ND

Ndata {γF,γM}Ndata

其中，R为待检测单元的CCM，可在仿真中直接获

取。同时，标签也重排为 。从而，包

含 数据对的训练数据集可表示为 。

γF γout

一旦神经网络完成训练，则可将任意输入的低

分辨傅里叶谱 非线性拟合为高分辨谱 作为输

出，进而重构得到CCM：

R̂MDCNN =

NSND∑
q=1

γout_qsqs
H
q (27)

 

4    实测数据处理结果与分析

20世纪90年代美国为研究STAP可行性及其相

 

ReLU

BN

Cov2d

k=(3,3) k=3

k=(3,3) k=3

k=(3,1) k=1

 
图 3 先验模块神经网络

Fig. 3 The neural network of prior module

 

表 1  MCARM数据雷达系统参数

Tab. 1  MCARM data radar system parameters

参数 数值

飞行高度 3060 m

飞行速度 100.2 m/s

载波频率 1240 MHz

工作波长 0.2419 m

主波束方位角 0°

主波束俯仰角 5.4°

载机偏航角 –7.3°

相参脉冲数 16

阵元误差 1%～2%

峰值辐射功率 25 kW

不模糊距离门 630个

系统损耗 8 dB

 

训练单元 保护单元 待检测单元 
图 4 训练数据构成

Fig. 4 Training data composition
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关技术实测录取了MCARM数据。数据中包含了多

种典型地貌，且存在速度误差和阵元天线误差，

基本反映了机载雷达工作的真实环境。本文采用的

MCARM数据编号为RL050575，它包含了从

Delmarva半岛上空采集的数据，载机从西经

75.972°、北纬39.379°靠近马里兰切萨皮克港处

起飞。其具体的雷达系统参数如表1所示，由于阵

面与速度夹角很小(–7.3°)，可以按正侧视数据进行

处理[26]。

MCARM数据采集项目采用了16×8的均匀平

面阵天线，阵元上下间距约为5 . 54英寸 (约合

14.0716 cm)，左右间距约为4.3英寸(约合10.922 cm)。
为方便后续处理，各列的8个阵元被均匀划分为不

重叠的两个子阵，每个子阵包含4个阵元。因此，

整个阵面共划分为32个子阵，并合成24个通道，具

体合成方式如图5所示[25]。

ma = 10 mb = 0.5

RL050575  数据共有630个距离门的回波

数据，实验中主要处理的第181～630个距离门中

8通道(图5所示的第17～24个通道)、16脉冲的回波

数据完成测试。遵循图4中的数据组织结构，提取

6个训练样本的回波数据，将相应的傅里叶谱作为

测试集。因此，测试数据集由450个距离门的傅里

叶谱组成。需要指出，在处理实测MCARM数据的

相关实验时我们将映射模块的压缩稀疏设置为

,  。后续的所有实验都将利用该测

试数据集进行，且实验中各对比方法的实验条件完

全一致。 

4.1  网络收敛性能

本节验证了提出的MDCNN的收敛性。实验系

统配置采用了Intel(R) Core(TM) i7-11700K @

Ndata = 1× 104

1× 10−3

3.60 GHz和NVIDIA GeForce RTX 3070。训练

中， ，通过比较不同初始学习率下

的均方根误差，确定了最佳初始学习率。为提升网

络收敛性能，网络将首先使用Adam优化器以较大

学习率训练50个epoch；然后将学习率衰减3个量级

继续训练100个epoch。同时，为直观呈现网络的收

敛情况，这里抽取了训练中若干epoch的输出空时

谱加以对比。选择合适的学习率是神经网络训练中

的关键因素之一。若学习率过大，会导致网络震荡

难以收敛或错过最优解；若学习率过小，则会导致

收敛速度慢或陷入局部最优。图6(a)的结果显示所

提网络能有效收敛，且初始学习率为 时网

络收敛性能最佳，因此后续均采用该初始学习率。

网络中的待学习参数均采用Kaiming初始化设置初

始值。

以第280个距离门对应的数据为例，图6(b)—
图6(d)分别为第5、第50和第150个epoch的输出空

时谱。可以看到，在前几个epoch中网络就已经能

有效学习到杂波脊的位置及分布情况。同时，随着

网络训练的进行，输出端的均方根误差持续减小，

输出的空时谱的细节也逐渐完善从而接近高分辨MVDR
空时谱。 

4.2  空时谱估计性能

本节展示所提MDCNN方法重构高分辨空时谱

的性能，并将其与SBL STAP[11]、 FOCUSS STAP[27]

以及CNN STAP[14]算法进行对比。以第301个距离

门数据为例，不同方法重构的空时谱如图7所示。

图7(a)—图7(f)分别展示了傅里叶谱、多个距离门

样本估计的MVDR谱、FOCUSS方法重构谱、

SBL方法重构谱、CNN方法重构谱和MDCNN方法
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图 5 MCARM天线结构

Fig. 5 The antenna structure of MCARM data
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10−4

10−6

重构谱。其中，FOCUSS算法迭代100次，正则化

参数设置为 ；SBL算法迭代100次，噪声系数

设置为 。

从图7可以观察到，由于阵元幅相误差存在，

傅里叶谱和MVDR谱都存在由空域去相关导致的

能量泄露，对重构算法产生较大挑战。从主瓣形状

和杂波脊恢复程度方面来看，MDCNN方法优于其

他3种方法。从重构由阵元误差引起的能量扩散现

象以及清洁区功率方面来看，SBL算法明显优于

FOCUSS和CNN算法，略优于所提MDCNN算法。

综上所述，MDCNN算法的空时谱估计性能与SBL

算法对比各有优劣，且二者性能明显优于FOCUSS

算法和CNN算法。 

4.3  杂波抑制性能

本节对比了常规波束成形(Conventional Beam-
Forming, CBF), SBL, FOCUSS, CNN和MD-
CNN算法在杂波抑制方面的性能。为验证杂波抑

制性能，本实验在第600个距离门主瓣杂波区注入

一个信杂比为–25 dB、归一化多普勒频率为0.125

的目标；其次，在第587个距离门的副瓣杂波区注

入一个信杂比为–40 dB、归一化多普勒频率为0.600
的目标。以归一化输出功率作为性能指标，则各方

法的性能对比如图8所示。

如图8(a)所示，对位于主瓣杂波区域的目标而

言，SBL算法和MDCNN算法能够较好地将目标从

背景杂波中提取出来，且处理后的剩余杂波功率明

显低于CNN, FOCUSS和CBF算法。从图8(b)可见，

当目标位于副瓣区域时，FOCUSS算法在第585个
距离门出现了错误识别目标的现象，并在某些距离

门处表现出较高的剩余杂波功率，杂波抑制性能较

差，而CNN, SBL和MDCNN算法的杂波抑制性能

较好，明显优于CBF算法。

综上所述，在杂波抑制性能上，相较于CBF算
法，MDCNN算法和SBL算法在主瓣杂波区杂波抑

制性能可改善约15 dB，在副瓣杂波区杂波抑制性

能可改善约10 dB。同时，MDCNN算法略优于

SBL算法，且显著优于FOCUSS算法、CNN算法和

CBF算法。

值得注意的是，从空时谱估计性能和杂波抑制
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图 6 网络收敛性能

Fig. 6 Network convergence performance
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性能两方面来看，MDCNN算法要明显优于CNN算

法。两种方法性能差异的根本原因在于，CNN采

用了直接的非线性拟合策略来实现对杂波谱的超分

辨重构，而MDCNN则融合了稀疏恢复模型来解决

超分辨重构问题，能够更有效地利用杂波先验知

识。就本质而言，CNN仅依赖于数据驱动方法，

而MDCNN结合了数据驱动和模型驱动方法，从而

实现更加稳定的网络训练，并提升网络性能。 

4.4  运算复杂度

IFOC ISBL

本节对MDCNN算法的运算复杂度进行了分

析，并与FOCUSS, SBL, CNN算法进行了对比。

值得注意的是，CNN和MDCNN都采用了离线训

练-在线预测的模式，因此比较运行时间时主要关

注在线预测时间[15]。表2给出了几种对比算法的运

算复杂度和运行时间，表中 和 分别表示

FOCUSS算法和SBL算法迭代次数。同时，为方便
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图 7 各种算法重建的空时谱对比

Fig. 7 Comparison of space-time spectra restored by various methods
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N = K = 4～80

ρS = ρD = 4

直观比较，图9给出了各对比方法在不同数据规模

下的运算复杂度曲线。其中， ，离

散化系数取 ，FOCUSS算法和SBL算法

的迭代次数和迭代初始条件与4.2节空时谱估计性

能时的参数设置保持一致。

由表2可见，FOCUSS算法和SBL算法需多次

迭代，且每次迭代中的运算复杂度与NK的三次幂

相关。当回波数据的阵元个数和脉冲数增加时，算

法的运算量急剧增加。CNN和MDCNN算法采用离

线训练-在线预测的模式，其中绝大部分的运算量

都在离线训练阶段。在实际的在线预测阶段，CNN
和MDCNN算法的运算复杂度与NK线性相关，明

显少于FOCUSS和SBL算法。从运行时间角度来

看，CNN和MDCNN算法的运行时间比FOCUSS和
SBL算法低5个量级，具有明显优势。同时，MD-
CNN算法的运行时间比CNN算法更短。

如图9所示， FOCUSS和SBL算法的运算复杂

度均远大于CNN和MDCNN算法。当N = 8时，即

本文处理MCARM数据时采用的参数设置，CNN
和MDCNN算法的运算量较其他两种算法低约4个
量级，表2中的运行时间对比结果接近；而当N = 72，
SBL算法的运算量比FOCUSS算法高2个量级，较

CNN和MDCNN算法高近9个量级。 

5    结语

传统STAP技术在处理实际非均匀杂波时面临

可用训练样本不足的问题，而SR STAP算法虽降

低了对样本的需求，但仍面临高运算量和模型失配

等挑战。基于卷积神经网络的STAP方法可显著减

少运算量且避免模型失配，但缺乏网络可解释性；

而基于ADMM展开网络的STAP算法具备一定可解

释性，但网络较为复杂，运算量仍然较大。为解决

上述两个问题，本文基于HQS和SR算法原理提出

了MDCNN STAP算法。所构建神经网络可利用少

量训练样本准确非线性拟合高分辨杂波空时谱，进
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图 8 杂波抑制性能对比

Fig. 8 Comparison of clutter suppression performance

表 2  运算复杂度分析

Tab. 2  Analysis of computational complexity

方法 运算复杂度 运行时间(s)

FOCUSS O
((

NKNSND + (NK)3 + 3(NK)3NSND + 2NK(NSND)
2
)
ISBL

)
61.870

SBL O
((

NKNSND + (NK)3 + 2(NK)2NSND +NK(NSND)
2
)
IFOC

)
130.400

CNN O (28777NSND) 0.003

MDCNN O (12960NSND) 0.002
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图 9 运算复杂度对比

Fig. 9 Comparison of computational complexity
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而重构准确CCM。MDCNN STAP算法具备较好

的网络可解释性，且能通过少量模块堆叠等效稀疏

重构优化的大量迭代过程，实现小样本条件下对

CCM的快速、准确、稳定估计。在复杂非均匀杂波

环境下，所提方法实现了次最优的杂波抑制性能，

并且在线运算量明显低于现有典型稀疏恢复类STAP
方法。经MCARM实测数据处理验证，所提MDCNN
STAP算法在主瓣杂波区性能略优于SBL STAP算法，

并显著优于CNN STAP和FOCUSS STAP方法。同

时，MDCNN STAP在运行时间上比SBL STAP算
法减少了5个量级，因此更适用于实际工程应用。
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